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马　 露1,
 

丁晓阳2,
 

陈俊豪1,
 

祁　 婧1,
 

刘秀婷1

(1
 

兰州财经大学
 

信息工程与人工智能学院,
  

兰州
 

730030;
 

2
 

甘肃农业大学
 

信息科学技术学院,
 

兰州
 

730070)

摘　 要:
 

全身代谢肿瘤体积(whole-body
 

Metabolic
 

Tumor
 

Volume,
 

MTVWB) 被证明是非小细胞肺癌患者独立的预后指标,与
患者的总生存期相关。 计算 MTVWB 需医生手动分割肿瘤,这一过程既耗时又费力,且现有 MTVWB 的自动估计方法由于全身范

围过大而性能欠佳。 因此,提出了基于密度估计的两阶段方法,用于估计非小细胞肺癌的 MTVWB。 第一阶段采用 nnSAM 模

型对全身肿瘤进行分割,找到含有肿瘤的影像切片;第二阶段将人群计数中的密度估计方法应用在医学图像中,采用 TransU-
Net 网络通过密度估计的方法对第一阶段筛选得到的切片进行估计得到 MTVWB。 该方法在芝加哥大学 480 例非小细胞肺癌

患者的 PET / CT 数据上进行了测试, R2 _score 达到了 0. 71,性能超过了现有研究方法。 实验表明提出的方法能够有效预测

MTVWB, 辅助医生制定治疗方案、预测病人预后。
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Abstract:
 

Whole-body
 

Metabolic
 

Tumor
 

Volume
 

(MTVWB)
 

has
 

been
 

proven
 

to
 

be
 

an
 

independent
 

prognostic
 

indicator
 

for
 

patients
 

with
 

non-small
 

cell
 

lung
 

cancer,
 

which
 

is
 

associated
 

with
 

the
 

overall
 

survival
 

of
 

patients.
 

The
 

calculation
 

of
 

MTVWB
 requires

 

doctors
 

to
 

manually
 

segment
 

the
 

tumor,
 

which
 

is
 

both
 

time - consuming
 

and
 

laborious.
 

In
 

addition,
 

the
 

existing
 

automatic
 

estimation
 

methods
 

for
 

MTVWB
 perform

 

poorly
 

due
 

to
 

the
 

large
 

scope
 

of
 

the
 

whole
 

body.
 

Therefore,
 

a
 

two-stage
 

method
 

based
 

on
 

density
 

estimation
 

is
 

proposed
 

to
 

estimate
 

MTVWB
 in

 

non-small
 

cell
 

lung
 

cancer.
 

In
 

the
 

first
 

stage,
 

the
 

nnSAM
 

model
 

is
 

used
 

to
 

segment
 

the
 

whole-body
 

tumor
 

and
 

find
 

the
 

image
 

slices
 

containing
 

the
 

tumor.
 

In
 

the
 

second
 

stage,
 

the
 

tumor
 

area
 

is
 

regarded
 

as
 

a
 

dense
 

crowd
 

area,
 

and
 

the
 

density
 

estimation
 

method
 

in
 

crowd
 

counting
 

is
 

applied
 

to
 

medical
 

images.
 

The
 

TransUNet
 

network
 

is
 

used
 

to
 

estimate
 

the
 

MTVWB
 of

 

the
 

slices
 

containing
 

the
 

tumor
 

obtained
 

from
 

the
 

first
 

stage
 

through
 

density
 

estimation.
 

This
 

method
 

is
 

tested
 

on
 

PET /
CT

 

data
 

of
 

480
 

patients
 

with
 

non-small
 

cell
 

lung
 

cancer
 

from
 

the
 

University
 

of
 

Chicago,
 

with
 

an
 

R2 _score
 

of
 

0. 71,
 

outperforming
 

existing
 

research
 

methods.
 

The
 

experiments
 

show
 

that
 

the
 

proposed
 

method
 

can
 

effectively
 

predict
 

MTVWB,
 

assist
 

doctors
 

in
 

formulating
 

treatment
 

plans,
 

and
 

predict
 

patient
 

prognosis.
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0　 引　 言

肺癌是一种恶性肿瘤,其源自肺组织内的异常

细胞增殖,是全球癌症导致相关死亡最常见的原因

之一[1] 。 肺癌可以分为两大类别: 小细胞肺癌

(Small
 

Cell
 

Lung
 

Cancer, SCLC) 和非小细胞肺癌

(Non-Small
 

Cell
 

Lung
 

Cancer,NSCLC),其中 NSCLC
是肺癌的主要类型,占所有肺癌病例的 80 ~ 85%[2] 。

全身代谢肿瘤体积作为 18F-FDG-PET / CT 代

谢性肿瘤负荷指标是非小细胞肺癌患者独立的预后



指标[3] ,与非小细胞肺癌患者的总生存时间(Overall
 

Survival, OS) 相关[4] 。 准确估计全身代谢肿瘤体积

对于个体化治疗和生存预测至关重要。 然而,在实

际临床应用中,计算全身代谢肿瘤体积需要医生手

动勾勒肿瘤区域,这一过程既耗时又繁重。 因此,研
究一种能够自动计算全身代谢肿瘤体积的方法在实

际临床应用中具有重要意义。
对于全身代谢肿瘤体积的现有估计方法通常是

先对全身肿瘤进行分割,然后计算代谢肿瘤体积。
然而肿瘤分割需要从全身寻找肿瘤,搜索范围大,且
PET 图像中肿瘤边界模糊、假阳性区域也较多,因此

采用分割的方法存在一定的困难。 故实现对全身代

谢肿瘤体积的精准估计是一项具有挑战性的任务。
针对上述问题,本文提出了一种基于密度估计

的两阶段全身代谢肿瘤体积的自动估计方法。 本文

的贡献如下:
(1)提出了通过密度估计得到 MTVWB 的方法,

把肿瘤区域视为密集的人群区域,将自然图像中人

群计数的方法借鉴到了医学图像领域之中。
(2)提出了两阶段方法估计 MTVWB。 在第一阶

段通过分割任务筛选出含有肿瘤的影像切片,解决

了由于全身范围较大、信息复杂带来的难题,有助于

在第二阶段对 MTVWB 进行估计。
(3)在芝加哥大学 480 例非小细胞肺癌患者的

PET / CT 数据集上进行了实验,验证了该两阶段方

法的有效性,性能超过了现有的研究方法。

1　 相关工作

1. 1　 肿瘤分割

高效、准确的医学图像分割是疾病诊断、预后、
治疗计划与监测、治疗结果随访等现代临床工作流

程的重要组成部分[5] 。 卷积神经网络已经成为医

学图像分割的主流,虽然具有很强的特征提取能力,
但却只关注局部信息,无法提取到全局信息。 所以

对全局信息有关注能力的 Transformer 在医学图像

分割方面得到了广泛的应用。
现如今,基于 CNN 和 Transformer 研究开发了各

种分割网络架构。 如:TransUNet[6] 融合了 U-Net[7]

和 Transformer[8]的优点,定义了医学图像分割的新

方向。 SwinUNet[9]引入了另一种 transformer 驱动的

医学图像分割方法,利用 U 形编码器-解码器架构

和跳过连接来增强局部 - 全局语义特征学习。
Manzari 等学者[10] 提出了一种创新的 U 型网络,称
为 BEFU-Net,将 Transformer 和 CNN 结合在一起,

BEFU-Net 增强了身体和边缘信息的融合,以实现

精确的医学图像分割。 Zhang 等学者[11]提出了一个

结合传播和转换器架构的分割网络,该网络只需要

少量的标记数据,同时利用基本未标记的图像即可

实现医学图像分割。
然而,许多分割工作需要人为地进行架构修改和

超参数调优,以适应不同的数据集。 基于这一挑战,
 

nnUNet[12]框架被提出,nnUNet 通过适当的预处理和

后处理组合,即使是基础的网络架构也可以在各种医

疗分割任务中实现最先进的性能。 虽然 nnUNet 提升

了医学图像分割项目方法的灵活性,但这类分割网络

的性 能 仍 然 依 赖 于 充 足 的 训 练 数 据。 Segment
 

Anything
 

Model
 

(SAM) [13] 是一个在 1
 

100 万张图像

和超过 10 亿个分割掩码(SA-1B 训练数据集)上训

练过的模型,模型出现促进了少标签数据和零标签数

据的发展。 但将 SAM 直接应用于医学图像时,其实

验精度会受到影响且 SAM 需要提示作为输入,这就

使其在临床应用中受到限制。 因此,在受 nnUNet 和
SAM 的优缺点启发后,一种新的即插即用的解决方

案 nnSAM[14]被提出,旨在提高医学图像的分割精度。
nnSAM 将 SAM 强大的特征提取和泛化能力与

nnUNet 以数据为中心的自动配置能力相结合。 如

今,在借助大模型实现医学图像分割研究中已取得不

错的成果,如:Zhang
 

等学者[15] 利用 SAM 生成的掩

码、特征和稳定性评分来增强常用医学图像分割模型

的图像输入。 本文在第一阶段利用 nnSAM 进行肿瘤

分割,再利用输出结果挑选出含有肿瘤的图像切片,
降低了全身信息的复杂度。
1. 2　 人群计数

随着城市化的加速和人口密度的增加,人群管

理成为了一个倍受关注的问题,人群计数已经成为

了当下的热点研究[16] 。 关于人群计数的方法在现

阶段已经非常成熟,目前已成功应用于安防、大型活

动、大型比赛的场景。 传统的人群计数方法主要是

基于回归和检测,如 Chan 等学者[17] 提出了一种基

于回归的方法,通过先分离背景,再从前景中提取特

征来预测人数。 Lin 等学者[18]提出了一种基于检测

的方法,该方法使用 2 个连续的视频帧序列来预测

人数。
随着深度学习的发展和应用,目前越来越多的

研究工作使用神经网络来解决人群计数问题。 如:
Huang 等学者[19] 提出了一种多尺度融合网络

SRNet,通过密度图的方法对人群进行计数,在密集

人群场景下取得了具有竞争力的计数性能。 Zhang
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等学者[20]提出了一个同时解决拥挤检测和计数问

题的两阶段卷积神经网络的新框架,通过峰值置信

度图对人群进行计数。 与密度图相比,峰值置信度

图不仅可以解决人群计数问题,而且可以准确预测

人的位置。 与精心设计的特征提取方案相比,基于

CNN 的方法使用简单,性能出众。 基于上述研究现

状,本文将肿瘤区域视为密集的人群区域从而借助

密度估计的方法对全身代谢肿瘤体积进行估计。
1. 3　 全身代谢肿瘤体积自动化计算

在医学领域中,主要是由医生手动勾画全身肿

瘤区域进行全身代谢肿瘤体积的计算,但是整个过

程繁琐费时,时间成本大。 也有学者借助医学知识

对全身代谢肿瘤体积进行估计,如 Ilyas 等学者[21]

利用 SUV 阈值划分对弥漫性大 B 细胞淋巴瘤代谢

肿瘤体积进行计算。 具体来说,
 

首先通过 SUV 的

阈值勾画出肿瘤区域,再计算得到全身肿瘤代谢总

体积。 该方法简单高效,在淋巴瘤的数据中有不错

表现,但在非小细胞肺癌的数据中却难以达到较好

的效果。
在深度学习领域中,对全身代谢肿瘤体积的估

计依赖于全身肿瘤的分割。 如:Sadik 等学者[22] 直

接使用基于 AI 的工具 PARS ( 来自西门子) 和

RECOMIA(recomia. org)自动识别肿瘤,无需任何手

动调整,最后得出使用人工智能工具辅助医生测量

MTVWB 以评估临床实践中的预后是可行的。 Blanc-
Durand 等学者[23] 利用具有 PET 和 CT 两个输入通

道的 3D
 

U - Net 在 弥 漫 性 大 B 细 胞 淋 巴 瘤
 

(DLBCL)患者的数据集中自动分割总代谢肿瘤体

积。 Kawaguchi
 

等学者[24]在针对腺癌的工作中通过

考虑到每个感兴趣区域的形态学特征和位置信息,
以此来预测全身肿瘤代谢总体积。 Capobianco 等学

者[25]通过自动全身高摄取分割算法识别出所有三

维感兴趣区域( RoI),再使用在独立队列上训练的

卷积神经网络将生成的 RoI 分类为非可疑或可疑摄

取区域。 全身代谢肿瘤体积的计算被估计为可疑区

域 RoI 值的总和。 上述研究对于全身代谢肿瘤体积

的估计均依赖于肿瘤的勾画,且对 MTVWB 估计的精

度不高,故本文提出了一种基于密度估计的方法来

对 MTVWB 进行估计,相比于现有的方法而言性能得

到了提升。

2　 研究方法

本文采用了基于密度估计的两阶段方法对全身

代谢肿瘤体积进行估计。 第一阶段通过 nnSAM 对

肿瘤进行分割,根据分割结果筛选出带肿瘤的切片,
减少了全身信息的复杂度;第二阶段使用 TransUNet
网络通过密度估计的方法对全身代谢肿瘤体积进行

估计,总体流程如图 1 所示。

阶段1：利用肿瘤分割挑选含肿瘤的影像切片 阶段2：全身代谢肿瘤体积预测

Lce+LDice

MTVWB

LMSE

图 1　 总体流程

Fig.
 

1　 Overall
 

process

2. 1　 筛选含肿瘤的图像切片

在第一阶段,本文通过 nnSAM 对非小细胞肺癌

PET / CT 图像进行肿瘤分割,根据最终的分割结果

挑选出含有肿瘤的图像切片。
nnSAM 由 2 个并行编码器,即 nnUNet 编码器

和 SAM 编码器组成。 SAM 编码器是一个预训练的

视觉变压器(Vision
 

Transformer,
 

ViT) [26] 。 将来自 2
个编码器的特征拼接在一起,然后馈送到 nnUNet 的
解码器以输出最终的分割结果,如图 2 所示。
　 　 本文通过 nnSAM 对非小细胞肺癌的 PET / CT
图像进行肿瘤分割,根据得到的输出结果来实现对

含有肿瘤切片的挑选,最终只将含有肿瘤的切片输

入到下一阶段,缩小了全身信息的范围,降低了由于

全身信息复杂冗余而带来的影响。
2. 2　 全身代谢肿瘤体积估计

第二阶段,本文采用人群密度估计的方法通过

TransUNet 网络对全身代谢肿瘤体积进行估计。 将

肿瘤区域视为密集的人群区域,通过高斯模糊将肿

瘤 Mask 转化为密度图,用到的公式可写为:

G(x,y)
 

= 1

2πσ2
e
-x

2+y2

2σ2 (1)

　 　 其中, x、y 分别表示原点到 x 轴或者 y 轴的距

离,σ 表示正态分布的标准差。
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Segmentationhead
Down-sample
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Skip-Connection
Concat

Image
embedding

图 2　 nnSAM 结构图

Fig.
 

2　 Structure
 

diagram
 

of
 

nnSAM

　 　 将密度图视为该阶段的“金标准”,因而在人群

计数的应用中对网络最后的输出结果求和被视为人

群数量,在本文中就可以视为是全身肿瘤的体素之

和。 在得到体素之和后再根据 PET / CT 的 voxel
 

size
大小计算得到 MTVWB,定义公式为:

　 MTVWB = ∑
n

j
F(x j

i) × 2a × 2b × c × n
1

 

000H
(2)

　 　 其中, x j
i 表示输入的图像;i 表示第几个病人;

 

j 表示第 i 个病人的第 j 张切片;F 表示训练的网络

模型;n 表示一个病人的总切片数;a 表示图像每个

体素的长;b 表示图像每个体素的宽;c 表示图像每

个体素的高;H 表示图像的像素大小。
voxel

 

size 是指图像中每个体素的大小。 体素是

医学图像中最小的数据单元,通常表示为三维空间

中的点。 voxel
 

size 通常以毫米(mm)为单位,表示图

像中每个体素的长、宽、高。 例如, 如果 voxel
 

size 是
1

 

mm×1
 

mm×1
 

mm,那么就意味着图像中的每个体

素在长、宽、高三个方向上的大小都是 1
 

mm。 该方

法相比于分割思路来看,更适合于计数的任务,降低

了对全身代谢肿瘤体积估计的难度。

TransUNet 采用 CNN-Transformer 混合架构,将
CNN 提取的详细高分辨率空间信息和 Transformer
提取的全局信息进行结合,避免了单个使用的缺陷。
TransUNet 通过使用 Transformer 将自关注机制引入

到了 UNet 结 构 的 编 码 器 设 计 中。 一 方 面,
Transformer 对来自 CNN 特征图的标记化图像补丁

进行编码,将其作为提取全局上下文的输入序列。
另一方面,使用 UNet 框架的解码器对编码特征进行

采样,通过恢复局部空间信息来增强更精密的细节。
具体来说,首先将输入的图片经过 ResNet50 进行特

征提取,保留其中 3 个阶段的输出,用于此后的跳过

连接。 然后对 ResNet50 输出的特征图进行序列化,
再输入到 Transformers 中进行序列预测,接着将其结

果合并、Reshape 成一个新的特征图,再经过 UNet
的编码器部分,通过不断的上采样和与 ResNet50 的

输出做跳过连接来还原到原图的大小,整体结构如

图 3 所示。 本文用 TransUNet 作为主干网络, 以

MSELoss 为损失函数,高斯模糊后的肿瘤区域为“金

标准”,在得到全身肿瘤的体素之和后通过计算得

到 MTVWB。

EmbeddedSequence

Conv3?3,ReLu
Upsample
Downsample
Segmentationhead
FeatureConcatenation

图 3　 第二阶段网络结构图

Fig.
 

3　 Network
 

structure
 

diagram
 

of
 

the
 

second
 

stage
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2. 3　 损失函数

本项目研究在第一阶段利用交叉熵损失函数

(Cross - Entropy
 

Loss) [27] 和 Dice 损失函数 ( Dice
 

Loss) [28]对 nnSAM 进行训练。 交叉熵损失函数主

要衡量了模型预测的概率分布与真实概率分布之间

的差异,基于信息论中的交叉熵概念,通过计算预测

概率分布与真实概率分布之间的“距离”来评估模

型的性能,由此推得的公式为:
Lcross = - ylog(p) + (1 - y)log(1 - p) (3)

　 　 其中, y 表示真实标签、取值为 0 或 1,
 

p 表示模

型预测为正类的概率。
Dice 损失函数是一种常用于图像分割任务的

损失函数。 具体基于 Dice 系数(Dice
 

Coefficient)进

行定义,用于评估预测分割图像与真实分割图像之

间的相似度。 Dice 系数越接近 1,表示预测结果与

真实标签越相似。 在医学图像分割中,Dice 系数常

用于衡量模型预测的分割掩码与真实标签之间的相

似度,计算公式为:

LDice = 1 - 2 | X ∩ Y |
| X | +| Y |

(4)

　 　 其中, X 表示真实目标,Y 表示预测目标。
本研 究 在 第 二 阶 段 利 用 MSE

 

Loss ( Mean
 

Squared
 

Error
 

Loss ) [29] 、 即 均 方 误 差 损 失 对

TransUNet 进行训练。 MSE
 

Loss 是机器学习和深度

学习中常用的一种损失函数。 主要用于衡量模型预

测值与真实值之间的差异, MSE
 

Loss 通过计算预测

值与真实值之间差异的平方和,然后取平均值,来衡

量模型的拟合程度,计算公式为:

LMSE = 1
N∑

N

i = 1
( ŷi - yi) 2 (5)

　 　 其中, N 表示预测值和真实值的数量; ŷi 表示

预测值; yi 表示真实值。

3　 实验

3. 1　 数据介绍及数据预处理

数据集包括 2004 ~ 2014 年在芝加哥大学收集

的 480 例经机构审查委员会批准的非小细胞肺癌患

者的识别全身 PET / CT 图像。 其中,352 例 PET / CT
扫描来自 2012 年 3 月 15 日之前的 Reveal

 

HD 扫描

仪,128 例 PET / CT 扫描来自 2012 年 3 月 15 日及之

后的西门子 ct 扫描仪。
在输入网络之前,需要对 PET / CT 影像数据进

行预处理。 首先,对 480 名非小细胞肺癌患者的

PET / CT 图像进行配准,其次计算出 PET 的 SUV

值,最后再对 PET 和 CT 图像进行归一化,将归一化

之后的图像输入网络进行训练。
3. 2　 实验设置及参数

本研究将 480 名非小细胞肺癌患者按 3 ∶ 1 ∶ 1
划分为训练集、验证集和测试集。 实验环境是使用

Python
 

3. 9 和 Torch
 

1. 13. 0 构建的。 图形处理单元

为 NVIDIA
 

4090,具有 24
 

GB 内存。 在训练阶段,将
学习率设置为 0. 001, epochs 设置为 100,batch

 

size
大小为 64,优化器是 NAdam。
3. 3　 实验评价标准

本文依据 Accurary、Precision和Recall三种评价

指标来对第一阶段的筛选结果进行评估。
(1) 准确率(Accuracy) 是指分类模型正确预测

的样本数占总样本数的比例,计算公式如下:

Accurary = TP + TN
TP + TN + FP + FN

(6)

　 　 准确率反映了模型整体预测的正确性。
(2)精确率 (Precision) 又称查准率,表示模型

预测为正例的样本中真正为正例的比例,计算公式

如下:

Precision = TP
TP + FP

(7)

　 　 精确率越高,说明模型预测为正例的样本中实

际为正例的样本越多,模型也能越准确地识别出目

标样本。
(3)召回率 (Recall) 又称查全率, 表示所有实

际为正例的样本中被模型正确预测为正例的比例,
计算公式如下:

 

Recall = TP
TP + FN

(8)

　 　 其中, TP 表示真正例,模型预测为正、且实际

为正的数量;TN 表示真负例,模型预测为负、且实际

为负的数量;FP 表示假正例,模型预测为正、但实际

为负的数量;FN表示假负例,模型预测为负、但实际

为正的数量。
召回率越高,说明模型找出的实际正例越多,即

模型在检测相关实例方面的能力越强。
本文依据 R2_score、MSE、MAE 来评价第二阶段

对 MTVWB 估计的实验性能。
(1)决定系数 (R2_score)。 反映因变量的全部

变异能通过回归关系被自变量解释的比例,公式具

体如下:

R2 = 1 -
∑

i
( ŷ( i) - y( i) ) 2

∑
i

(y- ( i) - y( i) ) 2
(9)
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　 　 (2) MSE: 数理统计中均方误差是指参数估

计值与参数真值之差平方的期望值,公式具体如下:

MSE = 1
m∑

m

i = 1
y( i)

test - ŷ( i)
test( ) 2 (10)

　 　 MSE 可以评价数据的变化程度。 MSE 的值越小,
说明预测模型描述实验数据具有更好的精确度。

(3) MAE:是绝对误差的平均值,能更好地反映

预测值误差的实际情况,公式具体如下:

MAE = 1
m∑

m

i = 1
| y( i)

test - ŷ( i)
test |

 

(11)

3. 4　 实验结果及对比分析

本文使用 3 种主流的分割网络对第一阶段筛选

含有肿瘤的图像切片性能和第二阶段对 MTVWB 估

计的性能进行对比分析,这 3 种方法分别是:UNet
 

、
SwinUNet、Co - learning[30] ,其中 UNet 为经典模型、
SwinUNet 是将 CNN 与 Transformer 结合起来的新兴

模型、Co - learning 则是针对于 PET / CT 图像分割

的模型,表 1 和表 2 展示了各自的性能。 可以看出

在第一阶段本文采用的 nnSAM 方法性能最好,准
确率达到了 0. 96,精确率达到了 0. 85,召回率达到

了 0. 74。 相比于其他 3 种方法,性能有着明显的

提升。

表 1　 第一阶段切片挑选性能评价表

Table
 

1　 Performance
 

evaluation
 

table
 

for
 

slice
 

selection
 

in
 

the
 

first
 

stage

模型 Acc pre recall Dice

UNet 0. 93 0. 68 0. 67 0. 46

SwinUNet 0. 94 0. 82 0. 56 0. 59

Co-learning 0. 93 0. 69 0. 70 0. 53

nnSAM 0. 96 0. 85 0. 74 0. 61

表 2　 与主流分割方法对比结果分析

Table
 

2 　 Analysis
 

of
 

comparison
 

results
 

with
 

mainstream
 

segmentation
 

methods

模型 R2 _score MAE MSE

UNet 0. 51 135. 40 276. 90

SwinUNet 0. 64 99. 57 189. 52

Co-learning 0. 55 101. 32 220. 89

ours 0. 71 97. 44 176. 60

　 　 在第二阶段,本文所采用的基于密度估计两阶

段方法性能最好。 R2_score 达到了 0. 71,相比于使

用 SwinUNet 网络通过分割来预测 MTVWB 的方法提

升了 7%,相比于 UNet 和 Co-learning 则提升了 20%
和 16%,在性能方面本文方法得到了很大的提升。

本研究选取 2 名患者对其预测结果进行了具体展

示,如图 4 所示。 通过对比分析,本研究所得的预测

结果与金标准基本保持一致。

(a)CT

(b)PET

(c)金标准

(d)预测结果

图 4　 实验结果演示图

Fig.
 

4　 Demonstration
 

of
 

experimental
 

results

3. 5　 消融实验

为验证实验各阶段的有效性,本文设计了消融

实验。 具体而言,分别仅采用 nnSAM 进行肿瘤分割

以估算 MTVWB, 以及单独运用密度估计方法来预测

MTVWB。 实验结果详列于表 3 中。 表 3 中数据表

明,仅依赖第一阶段或第二阶段的方法,其性能均显

著低于本文提出的两阶段综合方法。 这一发现有力

证明了本研究所提出方法的优越性及其各阶段的必

要性。
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表 3　 消融实验

Table
 

3　 Ablation
 

experiments

阶段方法 R2_score MAE MSE

第一阶段
 

第二阶段 0. 66 97. 53 182. 14

第一阶段
 

第二阶段 0. 50 140. 27 297. 56

第一阶段
 

第二阶段 0. 71 97. 44 176. 60

4　 结束语

考虑到对于全身代谢肿瘤体积估计的常用方法

受到全身信息复杂度高的干扰且分割方法并不能准

确估计 MTVWB, 本文采用了基于密度估计的两阶段

方法对全身代谢肿瘤体积进行预测,经过实验证明

该方法相较于现有的估计方法有了显著提升。 该两

阶段方法的优势在于借助分割减少了全身信息复杂

度的干扰且将分割问题转化为了计数问题,更符合

MTVWB 的计算原理。 本文将肿瘤区域视为自然界中

密集的人群区域,并将肿瘤的每个像素点类比为人

群中的个体,将自然界常见的人群计数方法引入到

医学领域。 这个创新思路说明了在研究过程中,视
觉领域的方法在一定程度上可以相互借鉴和融合,
需要学会跨学科思考。

全身代谢肿瘤体积作为一项独立于其他指标的

重要预后指标,在实现良好的预测效果方面对医生

的诊断和患者的后续治疗可提供有效助力。 然而,
本研究也存在一些缺陷。 例如,在第一阶段进行切

片挑选时,采用 2D 网络可能导致切片挑选不连贯

的问题。 为了弥补这一不足,在后续的研究中,会尝

试采用 3D 网络来解决这个问题,并在此基础上对

全身肿瘤代谢体积进行估计,将性能进一步提升。
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