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摘　 要:
 

本文运用自监督超图的深度学习方法和 DBSCAN 聚类算法,对用户个性化推荐场景中的点击率预估进行了深入研

究。 基于用户与物品的交互数据,研究构建了用户与交互物品的超图,并利用超图神经网络对用户多元异构交互行为进行建

模,从而获取用户的超图嵌入表示,并基于用户的超图嵌入表示开展客群聚类分析。 最后,本文融合用户基础属性和多模态

向量特征,在深度学习的双塔 DSSM 模型基础上,构建个性化推荐点击率(Click-Through
 

Rate,
 

CTR) 预估模型。 实验证明,
本文提出的模型框架具有较好的预测能力,与基准模型相比, AUC 值提升了 7. 40%。 本研究为提升用户推荐效果提供了理论

支撑和实践指导。
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Abstract:
 

This
 

paper
 

conducts
 

an
 

in-depth
 

study
 

on
 

Click-Through
 

Rate
 

(CTR)
 

prediction
 

in
 

user
 

personalized
 

recommendation
 

scenarios,
 

leveraging
 

self-supervised
 

hypergraph
 

deep
 

learning
 

methods
 

and
 

the
 

DBSCAN
 

clustering
 

algorithm.
 

Based
 

on
 

user-item
 

interaction
 

data,
 

a
 

hypergraph
 

is
 

constructed
 

to
 

capture
 

relationships
 

between
 

users
 

and
 

their
 

interactive
 

items.
 

A
 

hypergraph
 

neural
 

network
 

models
 

users′
 

multiple
 

heterogeneous
 

interaction
 

behaviors,
 

generating
 

hypergraph
 

embeddings.
 

These
 

embeddings
 

enable
 

customer
 

clustering
 

analysis
 

using
 

the
 

DBSCAN
 

algorithm.
 

By
 

integrating
 

user
 

base
 

attributes
 

and
 

multi-modal
 

vector
 

features,
 

a
 

personalized
 

recommendation
 

CTR
 

prediction
 

model
 

is
 

built
 

using
 

the
 

two- tower
 

DSSM
 

framework
 

in
 

deep
 

learning.
 

Experiments
 

show
 

that
 

the
 

proposed
 

model
 

framework
 

exhibits
 

strong
 

predictive
 

power,
 

achieving
 

a
 

7. 40%
 

improvement
 

in
 

AUC
 

over
 

the
 

benchmark.
 

This
 

research
 

offers
 

both
 

theoretical
 

and
 

practical
 

insights
 

for
 

enhancing
 

user
 

recommendation
 

performance.
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0　 引　 言

随着数字化技术的飞速发展,个性化推荐系统

已成为各类在线服务平台提升用户体验、增强用户

粘性及促进业务增长的关键技术之一。 尤其是在证

券、电商、社交媒体等领域,精准的用户个性化推荐

能够显著提升用户满意度和转化率,为企业带来巨

大的商业价值。 然而,面对海量、多维且稀疏的用户

数据,如何有效挖掘用户潜在兴趣,实现精准推荐,

仍是当前研究的热点和难点。
传统的推荐系统主要依赖于协同过滤、内容推

荐等算法,但这些方法在处理用户复杂多变的交互

行为时往往难以充分挖掘和利用用户数据中的丰富

信息。 近年来,深度学习技术的兴起为推荐系统提

供了新的解决思路。 通过深度学习模型,挖掘用户

数据的潜在特征,提升推荐的准确性和多样性。
在深度学习的诸多方法中,图神经网络( Graph

 

Neural
 

Network,GNN) [1 - 2] 因其能够处理图结构数



据,有效捕捉节点间的复杂关系,而在推荐系统中展

现出巨大的潜力[3-5] 。 然而,传统的图神经网络主

要关注于二元关系(如用户-物品对),忽略了用户

与多个物品之间可能存在的多元异构交互关

系[6-8] 。 为了更全面地捕捉用户行为特征,超图

(Hypergraph)作为一种能够表示更复杂关系的图结

构,逐渐被引入到推荐系统的研究中。
自监督学习是近年来机器学习领域的一个热门

方向,它通过利用未标注数据中的内在结构进行训

练,能够提升模型的泛化能力和鲁棒性。 将自监督

学习与超图神经网络相结合,可以进一步挖掘用户

数据的潜在特征,提高推荐系统的性能。
综前所述,本文旨在探索自监督超图在用户个

性化推荐场景中的应用,通过构建用户与交互物品

的超图结构,利用超图神经网络对用户多元异构交

互行为进行建模,并融合用户基础属性和多模态向

量特征,构建个性化推荐的点击率预估模型。

1　 相关技术

1. 1　 超图神经网络

超图是一种广义上的图结构,在复杂的应用场

景中具有很好的表达能力,通过超边扩展实现对多

模态、异构数据表征的抽取,更准确地捕捉节点之间

的关系和整体结构[9] 。 超图神经网络( Hypergraph
 

Neural
 

Nerworks,HGNN)是一种用于数据表示学习

的框架,以编码高阶数据的相关性[10-11] 。 HGNN 利

用超图拉普拉斯进行表示学习计算,构建超边卷积

运算,汇聚周边节点信息,以此更新目标节点的表

示,进而抽取高阶关系嵌入的显式表达[12] 。
1. 2　 点击率预估模型

CTR 预估模型旨在预测用户在特定场景下点击

某个展示项(如广告、推荐内容等)的概率。 通过构建

精准的 CTR 预估模型,可以优化推荐系统的性能,提
高用户体验和收益。 CTR 预估模型的演进经历了多

个阶段,从早期的逻辑回归(Logistic
 

Regression,LR)
结合大量人工特征工程处理,到后来的因子分解

机[13](Factorization
 

Machines,FM)、域感知因子分解

机[14](Field-aware
 

Factorization
 

Machines,FFM)等模

型,再到深度学习时代的神经网络模型,如前馈神经

网络(Feedforward
 

Neural
 

Network,FNN) [15] 、基于乘

积的 神 经 网 络 ( Product - based
 

Neural
 

Networks,
PNN) [16] 、DeepFM[17] 、DCN[18] 等。 这些模型在特征

交互、数据处理、模型复杂度等方面不断优化,以提高

CTR 预估的准确性和效率。

2　 研究方法

2. 1　 整体框架

为解决传统基于图神经网络的深度学习推荐算

法较难建模用户和物品的多元关系,并易受噪音数

据干 扰 的 问 题, 研 究 引 入 自 监 督 超 图 技 术 和

DBSCAN 聚类算法构建了用户个性化推荐点击率预

估的算法模型框架,整体框架如图 1 所示。

Graph
features

Text
features

Itembase
features

Graph
features

Userbase
features

Usergroup
features

L2Norm
ReLU
ReLU

L2Norm
ReLU
ReLU

In-batchSoftmax
DSSM

客群聚类用户、物品
嵌入表示

基于客群聚类的
客户群组嵌入表示图拓扑结构的嵌入表示

?2
残差
连接

用户-物品交互图

用户群组
嵌入表示

图 1　 面向用户个性化推荐点击率预估的总体结构框图

Fig.
 

1　 Overall
 

structural
 

block
 

diagram
 

for
 

Click-Through
 

Rate
 

prediction
 

in
 

user
 

personalized
 

recommendation

　 　 首先,基于用户与物品的历史交互行为数据,构
建用户与物品的二分图。 然后,基于二分图,采用自

监督超图技术挖掘用户与物品的高阶关联性,获取

超图拓扑结构下的嵌入表示。 基于用户超图嵌入表

示,开展聚类分群,以获取各用户群组的嵌入表示。
再将用户侧经特征工程处理后的基础特征、图嵌入

表示及用户群组的嵌入表示拼接为用户侧的输入特

征向量,将物品侧经特征工程处理后的基础特征、文
本特征及图嵌入表示拼接为物品侧的输入特征向

量,输入到深度语义模型( Deep
 

Structured
 

Semantic
 

Model,DSSM)双塔模型结构中进行预测,最终得到

用户个性化推荐点击概率。
2. 2　 嵌入表示

基于自监督超图 Transformer 框架 SHT[19] ,研究

将局部协作关系编码器的建模与全局超图学习相统

一,促进基于图的神经网络模型从带有噪音和稀疏

的用户交互数据中学习较完善的用户和物品的图结

构嵌入表示。 具体算法步骤如下。
2. 2. 1　 局部图结构学习

为刻画用户和物品的交互模式, 将第 i 个用户

ui 和第 j 个物品vj 的嵌入表示映射到 d 维空间,分别

记为ei,
 

ej ∈d。 聚合所有用户和物品的嵌入表示,
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分别得到嵌入矩阵 E(u) ∈I×d 和 E( i) ∈J×d。 基于

超图 G, 该局部图结构学习采用 2 层轻量级图卷积

网络(GCN),因此,用户拓扑感知嵌入表示 E
-

(u) 如

下式所示:

E
-

(u) =GCN2(E(v) ,G) (1)
2. 2. 2　 全局图结构关系学习

首先,计算节点到超边的信息传播。 以用户节

点为例, z~ k∈ d 为第 k 条超边的嵌入表示,通过拼

接 H 个头的超边嵌入表示 z~ k,h∈ d / H 得到。 从用户

节点到超边的传播过程如下所示:

z~ k =‖H
h = 1 z

~
k,h ∈ d; z~ k,h = ∑

I

i = 1
vi,hkT

i,hqk,h (2)

其中, qk,h ,
 

ki,h ,
 

vi,h ∈ d / H 分别表示注意力机

制中用户 ui 和超边 k 的查询、键和数值。 类似地,得
到物品对应的节点到超边的信息传播。 此外,在超图

神经网络结构中采用了残差连接,以促进梯度传播。
其次,计算超边到节点的信息传播。 基于最终

的超边嵌入表示 Ẑ, 通过反向过程将信息从超边传

播到节点,得到经传播后的用户嵌入表示 e~ ′
i, 推得

的公式为:

e~ ′
i =‖H

h = 1 e
~ ′
ih ∈ d;e~ ′

i,h = ∑
I

i = 1
v′k,hk′T

i,hq′
k,h (3)

　 　 其中, q′
k,h,

 

k′
i,h,

 

v′k,h∈ d / H 表示注意力机制中

用户 ui 和超边 k 的查询、键和数值。
接着,计算交替超图的信息传播。 通过递归地

应用超图编码 HyperTrans(·) 来提取全局协同关

系,以捕获远距离的用户(物品)的依赖关系,得到

节点嵌入表示 Ê,公式定义为:

Ê l = HyperTrans( Ê l -1);
 

Ê = ∑
L

l = 1
Ê l (4)

2. 2. 3　 局部图结构关系自增强学习

首先,构建元网络的超边可靠性标签。 通过连

接多头键向量并应用感知机来消除用户-物品超边

关系学习和用户-物品关系学习之间的差距,得到

更新的用户(物品)的嵌入表示计算方式具体如下:
 

Гi =
 

ϕ(u)(‖H
h = 1ki,h);

  

Г j =ϕ(v)(‖H
h = 1k j,h) (5)

其中, ϕ 为感知机。
因此,通过 2 层神经网络后,超边 (ui,vj) 的可

靠性标签 si,  

j 的定义公式如下:
      

si,  

j = Sigmoid(dT·σ(T·[Гi;Г j]) +Гi +Г j + c)
(6)

　 　 其中, T ∈ ℝ d×2d 表示参数矩阵;c∈ ℝ d 表示参

数向量;[;] 表示向量拼接。
然后,计算超边的可靠性排序。 为增强拓扑结

构的超边嵌入表达,SHT 采用一个附加的目标函数

来更好地预测超边的可靠性得分。 自监督学习损失

函数为:

Lsa = ∑
R

r = 1
max(0,1 - (ŝur,1vr,1

-ŝur,2vr,2
)(sur,1vr,1

-sur,2vr,2
)),

ŝur,1vr,1
= eT

ur,1
eur,1

;ŝur,2vr,2
= eT

ur,2
eur,2

(7)

其中, ŝur,1vr,1
和 ŝur,2vr,2

表示预测的可靠性得分;
sur,1vr,1

和 sur,2vr,2
表示自监督超图得到的可靠性标签;

ur,1 和 vr,1、ur,2 和 vr,2 分别表示边 er,1、边er,2 对应的

用户和物品的节点。
2. 3　 用户聚类分群

基于上述超图提取的用户嵌入表示,研究中开

展用户聚类分群。 在用户嵌入表示融入周围相似邻

居的信息能够在一定程度上提升用户嵌入表示的稳

健性和准确性。 用户聚类分群的算法流程如图 2 所

示,下面将详细介绍用户聚类分群的具体步骤。

图拓扑结构的嵌入表示

残差
连接

?2 用户、物品
嵌入表示 客群聚类

基于客群聚类的
客户群组嵌入表示

用户群组
嵌入表示

图 2　 用户聚类分群算法的流程示意图

Fig.
 

2　 Algorithm
 

flowchart
 

for
 

user
 

clustering

　 　 (1)生成降维的用户超图嵌入表示。 基于用户

和物品的交互行为构建超图,从而获取用户的超图嵌

入表示 eusht 后,采用非线性降维算法 t-SNE 记为 ftsne

对用户的超图嵌入表示进行降维,映射至低维空间,
得到降维后的用户超图嵌入表示 eutsne

, 具体公式为:
eutsne

=
 

ftsne(eusht) (8)
　 　 (2)基于 DBSCAN 的用户聚类分群。 基于密度

的噪声应用空间聚类算法 DBSCAN[20] 对步骤 1 的

用户特征 eutsne
开展聚类分析。 基于 DBSCAN 算法

(记为 fdbscan), 给定超参数点密度阈值 Minpts 和领

域半径 ε,得到 M 个客群簇,其中,第 m 个用户群组

记为Cm, 其定义为:
Cm =fdbscan(eutsne

| MinPts,ε),m = 1,…,M (9)
(3)生成用户分群的嵌入表示。 根据客群分类

Cm 及基于 t-SNE 降维后的超图用户嵌入表示 eutsne
,

得到基于超图的每个客群的聚类簇中心点的嵌入表

示 Em, 可以表示为:
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Em = average(eutsne,1,…,eutsne,i,…,eutsne,mN
) (10)

其中, utsne,i ∈Cm, 用户群组 Cm 包含 mN 个用户。
2. 4　 用户个性化推荐建模

用户个性化推荐点击率预估模型结构主要包含

用户的表征模块和推荐物品的表征模块。 通过多层

感知机( Multilayer
 

Perceptron,MLP) 深度提取用户

和物品的嵌入表示,再基于用户和物品嵌入表示的

相似度函数,最终得到点击率预估,如图 3 所示。
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embeddingtextembeddinggraph

embedding

graphpart textpart sideinfo

itemembedding

itemembedding
MLP

MLP MLP MLP

concat

NLPGraph itemfeatures

MLP
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MLP

Graph userfeatures

graph
embedding

userfeatures
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embedding
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userembedding
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usergroup
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cosinesimilarity

ŷ
MLP
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图 3　 基于自监督超图的用户个性化推荐点击率预估的示意图

Fig.
 

3　 Schematic
 

diagram
 

of
 

CTR
 

prediction
 

for
 

user
 

personalized
 

recommendation
 

based
 

on
 

self-supervised
 

hypergraph
 

　 　 令 {(Uk, Ik)} 为训练数据分布 D 的其中一个

用户和物品的数据对, {(euk,eik)} 为双塔模型框架

下对应用户和物品双塔的最后一层神经网络的嵌入

表示,N 为正负样本数据对的数量。 为防止模型过

拟合,对模型参数进行 L2正则化约束。 整体模型学

习的损失函数的计算公式如下:

L = ∑
N

k = 1
Similarity(euk,eik) + λLreg(θ) (11)

　 　 其中, Similarity(eur,eir) 表示监督学习的推荐

任务的损失函数,此处采用 cosine 函数; λ 表示参数

正则化的惩罚系数; θ 表示模型参数; Lreg(θ) 表示

模型参数正则化的损失函数。

3　 实验结果与分析

3. 1　 数据集

本文在公开数据集 Yelp 数据集上开展用户个性

化推荐点击率模型效果的实验验证。 该数据集包含用

户在Yelp 网站中给不同商户的打分数据、评论数据,以
及商户的类别、位置、评论数量、平均得分等数据。

研究采用 K 核过滤器处理该数据集,并且将数

据集按照 3 ∶ 1 ∶ 1 的比例划分为训练集、验证集和

测试集。 样本数据集总计共包含 27
 

529 名用户、
5

 

923 个物品以及 563
 

858 条用户-物品交互数据。
3. 2　 实验设置

在模型训练过程中,统一采用了 Adam 优化器,将
batch_size 设置为 128,学习率初始值设为 0. 001,并采

用了学习率衰减策略以优化训练过程。 实验中,设定

的用户和物品嵌入表示维度大小为 8,前向传播的深度

神经网络(DNN)共为 3 层,各层的维度分别为
 

512、64
和 8。 此外,为了防止模型过拟合并在测试阶段提高泛

化能力,还在训练过程中引入了 L2 正则化技术,并应

用了 dropout 策略,其中 dropout 比率设定为 0. 3。
为了综合对比推荐算法的模型效果,采用基于推

荐排序的评价指标 AUC (Area
 

Under
 

Curve)和 F1 分

数(F1 - score) 来评估模型的准确性。 一般而言,较
高的 AUC 和 F1 分数均表示较优的推荐模型效果。
3. 3　 性能比较

为验证本文应用的自监督超图技术在提高个性

化推荐算法模型效果的有效性,将本文构建的模型

与基线模型的性能进行对比分析。
基线模型为仅基于用户及其交互物品的基础属

性特征构建的个性化推荐点击率预估 DSSM 模型,
而不使用任何基于图建模技术学到的嵌入表示和物

品的文本信息的嵌入表示。
针对上述 2 种点击率预估模型,都采用了 5 个

不同的随机种子进行参数初始化,并在测试集上基

于训练结果进行了模型预测能力的比较,模型效果

对比结果见表 1。
表 1　 个性化推荐点击率预估模型效果对比

Table
 

1　
 

Performance
 

comparison
 

of
 

different
 

personalized
 

recommendation
 

CTR
 

prediction
 

models

序号 点击率预估模型 AUC 值 F1 分数

1 基线模型 0. 685
 

9 0. 593

2 自监督超图模型 0. 736
 

7 0. 758
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　 　 通过对各模型 AUC 指标的分析,发现基线用户

个性化推荐点击率预估模型利用深度神经网络分别

对用户和物品进行建模并抽取高维特征,展现出一

定的预测能力,表现为 AUC 值为 0. 685
 

9, F1 分数

为 0. 593。 当引入自监督超图及文本嵌入表示时,
个性化推荐点击率预估模型预估效果有明显提升,
AUC 值达到 0. 736

 

7, F1 分数为 0. 758, AUC 值相对

基线模型增幅达到 7. 40%,验证了自监督超图嵌入

表示及文本嵌入表示的引入对提升用户个性化点击

率预估准确性方面有显著效果。
3. 4　 消融实验

本实验探讨自监督超图嵌入表示及预训练模型

的文本嵌入表示对个性化推荐点击率预估模型的贡

献。 研究中构建以下 3 个模型进行消融实验。
(1)基线用户个性化推荐点击率预估模型(本

文简称为基线模型):仅基于用户及其交互物品的

基础属性等特征,构建嵌入表示。
(2)结合超图的个性化推荐点击率预估模型

(本文简称为超图模型):在基线模型的基础上,通
过超图卷积图神经网络学习得到用户与物品嵌入表

示,即超图嵌入表示。
(3)超图多模态用户个性化推荐点击率预估模

型(本文简称为超图多模态模型):在基线模型的基

础上,同时引入通过超图学习得到的嵌入表示和基

于预训练模型的文本嵌入表示。
文中对以上模型分别进行训练,并在测试集上

比较模型推理的准确性,结果见表 2。
表 2　 个性化推荐点击率预估模型的消融实验结果

Table
 

2　 Results
 

of
 

ablation
 

experiments
 

for
 

personalized
 

recommendation
 

CTR
 

prediction
 

models

序号 点击率预估模型 AUC 值 F1 分数

1 基线模型 0. 685
 

9 0. 593

2 自监督超图模型 0. 724
 

3 0. 720

3 超图多模态模型 0. 736
 

7 0. 758

　 　 经对比分析,在基线模型上,引入了超图建模的

嵌入表示后,超图模型的 AUC 值取得了额外的

5. 60% 的 提 升, 达 到 0. 724
 

3, F1 分 数 也 升 至

0. 720,展现了超图嵌入在用户特征表征方面的优

势,有助于提升模型的预估效果。
当进一步引入文本嵌入表示时,自监督超图模

型的准确率再进一步提升, AUC 值达到0. 736
 

7,F1
分数为 0. 758。 相较于超图模型,自监督超图模型

的 AUC 值进一步又增加了 1. 71%,验证了文本型嵌

入表示的加入对个性化推荐点击率预估模型效果有

一定的提升。
3. 5　 模型可视化

本实验旨在探究自监督超图建模得到的样本

特征分布与普通图建模得到的样本特征分布变

化情况,以进一步证明文中应用的模型结构的合理

性。
将本文应用的自监督超图模型与基线模型

LightGCN[21] 进行对比实验。 采用 t - SNE 算法将

Yelp 数据集中的样本嵌入表示投影到二维空间,并
进行可视化分析,不同颜色的点代表了不同模型下

的样本嵌入表示,蓝色代表 SHT 模型得到的样本嵌

入表示,绿色代表 LightGCN 模型得到的样本嵌入表

示。
LightGCN 和 SHT 提取用户特征的可视化结果

如图 4 所示。 在图 4 中,横纵轴是通过 t-SNE 算法

将用户特征投影至二维空间生成的坐标轴,二者均

为无量纲。 同理,LightGCN 和 SHT 提取物品特征的

可视化结果如图 5 所示。 在图 5 中,横纵轴对应物

品特征的 t-SNE 二维投影坐标,亦无量纲属性。 从

图 4、图 5 中可以看到,经过基准模型 LightGCN 的信

息提取后,各样本的特征分布相对独立,相关性较

小。 相较而言,经过自监督超图模型的提取,各样本

的特征分布更向中心聚拢,呈现出更强的相关性。
这表明了自监督超图技术通过超边的广泛连接性对

样本间的潜在关联信息进行了更有效地传递,因而,
经由自监督超图结构提取的样本特征分布展现出更

强的相关性。
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图 4　 LightGCN 和 SHT 提取用户特征的可视化

Fig.
 

4　 Visualization
 

of
 

user
 

feature
 

extraction
 

by
 

LightGCN
 

and
 

SHT

3. 6　 超参实验

本节开展超参实验以探究不同的超参组合对用

户聚类分群模型的影响,为后续对用户嵌入表示融

入周围相似邻居的信息,以提升用户嵌入表示的稳

健性和准确性。
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　 　 在 DBSCAN 算法中,针对领域半径 (eps) 和核

心对象在领域半径内的最少点数(MinPts) 进行超

参数调优,以确定较优的超参组合。 采用 2 个聚类

评估的主要指标来衡量用户聚类分群效果,分别为

异常点的比例 (outlier_pct) 和用户聚类的群组

数量( n_c lu s t er) 。 超参实验结果如图6所示。在

图 6 中,横轴为核心对象在领域半径内的最少点数,
单位为个;纵轴反映用户聚类结果中异常值的占比,
无量纲属性。 较为理想情况下,异常点的比例应尽

可能少,聚类群组的数量应尽可能均衡。 由图 6 分

析发现,2 组超参组合的效果都相对较好,即超参组

合分别为: (eps = 0. 05,MinPts = 400) 和 (eps =
0. 04,MinPts = 400), 为了更深入地对比这 2 组超

参数对应的聚类效果,进一步采用了 t-SNE 数据可

视化方法,结果如图 7 所示。 基于给定的超参数组

合 (eps,
 

MinPts), 图 7 中的横轴和纵轴分别对应 t-
SNE 算法生成的用户特征二维投影坐标,二者均为

无量纲。 图 7(a)展示了使用超参数组合 eps = 0. 04
和 MinPts = 400 得到的用户聚类分群结果, 而图 7
( b)则展示了使用超参数组合 eps = 0. 05和MinPts =
400 得到的用户聚类分群结果。 通过对比发现,图 7
( b ) 中 的 异 常 点 比 例 相 对 较 低。 因 此, 基 于

DBSCAN 算法, 文中选择超参数组合 eps = 0. 05 和

MinPts = 400 来进行用户聚类分群。
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图 6　 DBSCAN 用户聚类分群的超参调优结果

Fig.
  

6　 Hyperparameter
 

tuning
 

results
 

for
 

user
 

clustering
 

using
 

DBSCAN
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图 7　 2 组不同超参配置下,DBSCAN 用户聚类分群结果对比图

Fig.
 

7　 Comparison
 

of
 

DBSCAN
 

model
 

results
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user
 

clustering
 

with
 

two
 

different
 

groups
 

of
 

hyperparameters

　 　 基于 DBSCAN 算法,研究中采用选定的超参数

组合 eps = 0. 05 和 MinPts = 400 来进行客群聚类分

群,汇总得到对应客群分布情况,见表 3。 此外,为
了更直观地表示每个用户群组的特征,还计算了每
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个群组的中心点,以此作为客群的嵌入表示。
表 3　 用户聚类分群结果统计表

Table
 

3　 Statistics
 

of
 

user
 

clustering
 

results

客群类别 客群人数 / 个 数占比 / %
cluster_1 7

 

922 9. 75
cluster_2 4

 

457 28. 78
cluster_3 2

 

685 1. 75
cluster_4 882 7. 06
cluster_5 1

 

748 9. 23
cluster_6 2

 

242 6. 35
cluster_7 1

 

784 6. 48
cluster_8 2

 

541 8. 14
cluster_9 1

 

944 16. 19
cluster_10 482 3. 20

4　 结束语

本文深入探讨了用户个性化推荐点击率预估问

题。 基于用户和物品的交互信息,本文应用自监督

超图技术深度挖掘用户和物品交互数据中的高阶潜

在关联性,从而能够更精确地刻画用户偏好,进而提

升了推荐算法的准确性。 同时,研究了基于超图嵌

入表示的用户分群算法,采用 DBSCAN 聚类算法对

用户进行了更细致的分析,更准确地理解用户之间

的相似性,并对噪声数据展现出较好的鲁棒性,进一

步增强了推荐算法的性能。
在此基础上,进一步融合了用户账户信息、历史

交易记录、评分记录等数据,并在预训练大语言模型

中提取文本型信息,将多模态嵌入表示引入到用户

个性化推荐模型中,在公开数据集上取得了更好的

点击率预测效果。
未来,将从群体归因和个体归因两个层面,深入

探究影响用户点击行为的关键因素,进一步更好地

理解用户转化的过程和原因。
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